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La prédiction de pannes dans les équipements industriels connectés consiste à anticiper une panne avant qu’elle n’arrive ou
à la détecter le plus tôt possible. Les approches les plus récentes pour résoudre ce problème s’appuient sur des méthodes
de traitement du signal et de machine learning en créant des modèles appris sur des données historiques. Les types de
données générées par les équipements industriels peuvent être de natures différentes mais ce document se focalise sur un
sous-ensemble représentant néanmoins de grandes familles d’équipements, à savoir les séries temporelles cycliques.

Pour créer des modèles prédictifs deux approches peuvent être considérées : 

- l’approche supervisée qui consiste à utiliser des données saines (sans pannes) et des données non saines (avec pannes)
afin de créer un modèle qui permettra de classifier au mieux une série temporelle dite « saine » ou « non saine ». Cette
approche est aujourd’hui difficile à mettre en place car le nombre de pannes industrielles est souvent relativement faible, et
donc insuffisant pour permettre ce genre d’apprentissage. 
- l’approche non supervisée qui consiste à créer un modèle seulement à partir de données saines en créant un espace de
normalité qui représente le bon fonctionnement de l’équipement. Lorsque de nouvelles données sortiront de cet espace de
normalité, elles seront considérées comme non saines. Cette approche ne nécessite pas d’historique de pannes pour la
création du modèle (bien que quelques occurrences soient nécessaires pour le valider), elle est donc plus facilement
applicable au domaine de la prédiction de pannes industrielles. 
Les algorithmes de machine learning permettant de créer des modèles en mode non supervisé font partie de la classe
d’algorithmes de détection d’anomalies ou de détection de nouveautés. Les plus connus dans la littérature sont Isolation
Forest [4] et OneClassSVM [5]. Ces méthodes s’appliquent sur des fenêtres de données de taille fixe et peuvent être utilisées
directement sur les données brutes ou sur des données générées par des algorithmes de pré-traitement comme la
transformée de Fourier [6] pour n’en citer qu’un. Plus récemment, des méthodes de deep learning ont vu le jour. Les plus
connues utilisent des réseaux de neurones récurrents avec une architecture autoencoder [7]. Le principe est de compresser
le signal dans un espace de dimension réduite puis de le reconstruire; la différence entre le signal d’entrée et le signal
reconstruit est utilisée comme indicateur de normalité. 

L’objectif de ce document est de comparer plusieurs algorithmes de détection d’anomalies sur un ensemble de bases de
données pertinentes. La suite du document présente la méthodologie mise en place, les algorithmes étudiés et les bases de
données (datasets) utilisées avant de présenter les résultats. 

La prédiction de pannes d’équipements industriels connectés en mode aveugle se base sur des algorithmes de
détection d’anomalies ou de nouveautés sur des données de type séries temporelles brutes ou bien transformées. Un
certain nombre d’algorithmes a été comparé sur un ensemble de bases de données de séries temporelles qui présentent
une cyclicité [1]. L’évaluation des performances s’appuie sur les courbes ROC [2] et Precision-Recall [3] pour calculer un
score de généricité et de performance relative des modèles. Il en ressort que la problématique de prédiction de pannes
n’est pas un sujet facile mais que l’association des algorithmes d’Amiral Technologies à savoir le générateur de
caractéristiques (features) DiagFeatures(DF) et le détecteur d’anomalies BlindFaultDetector(BFD) semble être le
meilleur compromis généricité-performance-vitesse.
Une discussion sur la pertinence de ces scores lors du déploiement des modèles en production, nous conduit à
envisager un système de scoring qui tient compte des contraintes opérationnelles sur lequel nous avons également noté
les modèles. 

Résumé

Introduction



La comparaison d’algorithmes nécessite certes des algorithmes, mais aussi des bases de données d’entraînement et de
test, et enfin une méthode de comparaison. Concernant les algorithmes, outre les algorithmes d’Amiral Technologies, un
ensemble d’algorithmes connus a été sélectionné pour l’étude. L’objectif n’a pas été de paramétrer chaque algorithme sur
chaque base de données afin d’obtenir les meilleurs résultats mais plutôt d’utiliser ces algorithmes avec des
hyperparamètres par défaut, ce qui correspond au cas général d’un apprentissage en aveugle. Cinq bases de données
publiques ont été choisies selon certains critères que nous développerons plus tard ainsi qu’une base de données privée.
Les critères de comparaison utilisés sont l’aire sous la courbe (AUC) [2] et la précision moyenne (AP) [3]. Ces deux critères
se basent respectivement sur les courbes ROC et Precision-Recall. 

Afin de classer les algorithmes étudiés, nous avons opté pour deux critères reflétant la généricité et la performance relative.

- Généricité (average score) : Ce critère est calculé en moyennant les scores de l’algorithme sur l’ensemble des datasets
utilisées.
- Performance relative (mean rank) : Ce critère est calculé en prenant le rang moyen de l’algorithme relativement aux autres
algorithmes étudiés, sur l’ensemble des datasets utilisés.

Enfin, nous avons comparé le temps nécessaire pour la production du modèle sur un seul cœur (à l’exception des réseaux
de neurones qui ont nécessité les ressources de cartes graphiques (GPU). Pour automatiser les travaux de comparaison, un
framework de comparaison automatique d’algorithmes a été développé. Les bases de données sélectionnées présentent
généralement des données issues de plusieurs capteurs. Comme certains algorithmes ne sont pas adaptés au traitement
multi-variables, un modèle par variable a été construit, ensuite les prédictions ont été fusionnées à l’aide d’une logique
simple équivalente à une moyenne pondérée par leur hauteur de prédiction. L’apprentissage suit un protocole de validation
croisée pour éviter tout sur-apprentissage (overfitting).

Méthodologie 

Modèles / Algorithmes

Dans la suite de ce document, un modèle (Figure 1) est défini comme une séquence d’algorithmes comprenant un
algorithme de génération de caractéristiques et un algorithme de détection de nouveautés/anomalies. Dans le cas des
méthodes neuronales, l’étape de génération de caractéristiques n’existe pas. 



Dans cette étude, trois algorithmes de génération de caractéristiques et cinq algorithmes de détection d’anomalies ont été
testés.

Génération de caractéristiques

- FFT [6] : La transformée de Fourier est une fonction qui transforme une série temporelle en une série d’information
décrivant son spectre fréquentiel. 

- Tsfresh [8] : Générateur de caractéristiques basé sur des méthodes de traitement du signal dans différents domaines
(temporel, fréquentiel, spectral). 

- DF : DiagFeatures est l'ensemble de générateurs de caractéristiques propriété d’Amiral Technologies. Il est adapté aux
séries temporelles cycliques industrielles, est issu du domaine de la recherche en traitement du signal et en automatique.

Détection d’anomalies 

- IF [4] : L’Isolation Forest calcule un score d’anomalie pour chaque observation de la base de données. Pour calculer ce
score, l’algorithme isole la donnée de manière récursive, il choisit au hasard une variable et un seuil de coupure au hasard et
évalue si cela permet d’isoler une observation en particulier.

- LOF [9] : Cet algorithme permet de trouver des anomalies en mesurant des déviations locales d’un point par rapport à ses
voisins.

- OCSVM [5] : L’algorithme One Class SVM est basé sur la méthode machine à vecteurs de support mais adapté à la
détection d’anomalies.

- AE [10] : Le LSTM-AutoEncoder est basé sur les réseaux de neurones. Le principe consiste à encoder la série temporelle
dans un espace de dimension inférieure puis de tenter de reconstruire le signal d’entrée. L’algorithme est entraîné sur des
données saines. La différence entre le signal reconstruit et le signal d’origine est vu comme la distance par rapport à
l’espace de normalité. L’architecture du réseau est basée sur des cellules LSTM.

- FORE [11] : Le LSTM-Forecasting a la même approche que celle du LSTM-Autoencoder mais au lieu de reconstruire le
signal d’entrée, l’algorithme essaie de prédire les données futures. L’écart observé entre la prédiction et les données réelles
correspond à la distance par rapport à l’espace de normalité. L’architecture du réseau est basée sur des cellules LSTM.

- BFD : Le Blind Fault Detector est un algorithme développé par Amiral Technologies fonctionnant sur le principe de
détection d’anomalies au même titre que l’Isolation Forest ou encore le OneClassSVM. Il est rapide en vitesse de calcul et a
été conçu pour être utilisé avec DiagFeatures.

Bases de données

Pour cette étude, il a fallu sélectionner un ensemble de bases de données pertinentes ayant les critères suivants : 

- Contenant des séries temporelles cycliques
- Spécifiques à la détection d’anomalies sur des équipements industriels
- Idéalement multi-capteurs
- Ayant des occurrences de pannes afin de valider le modèle
- Ayant une fréquence d’échantillonnage supérieure ou égale à 1Hz



Cinq bases de données publiques ont été sélectionnées ainsi qu’une base de données propriétaire :

- Zema [12] : Les données traitent de l'évaluation de l'état d'un banc d'essai hydraulique sur des mesures provenant de
plusieurs capteurs. La base de données présente plusieurs occurrences de pannes avec différents niveaux de sévérité.

- Hai [13] : Cette base de données a été développée pour de la recherche en détection d’anomalies sur les systèmes cyber-
physiques comme les chemins de fer, le traitement des eaux et les centrales électriques. 

- BearingVibration [14] : Les données de cette base contiennent des signaux de vibration collectés à partir de systèmes de
roulement de différents états de santé, et dans des conditions de vitesse de rotation variant dans le temps. 
 
- CentrifugalPump [15] : Les données de vibration sont collectées sur un système d'acquisition de données de pompe
centrifuge auto-amorçante. Les données sont collectées dans des conditions normales et des conditions de défaut, y
compris l'usure des rouleaux de roulement, l'usure de la bague intérieure et les conditions de défaut d'usure de la bague
extérieure, ainsi que l'état de défaut d'usure de la roue. 
 
- BatteryAging [16] : Cet ensemble de données a été collecté à partir d'un banc de test de pronostics de batterie
personnalisé au centre d'excellence de pronostics de la NASA Ames (PCoE). Les batteries Li-ion ont subi 3 profils
opérationnels différents (charge, décharge et spectroscopie d'impédance électrochimique) à différentes températures. Les
décharges ont été effectuées à différents niveaux de charge de courant jusqu'à ce que la tension de la batterie tombe aux
seuils de tension prédéfinis. Certains de ces seuils étaient inférieurs à celui recommandé par le constructeur (2,7 V) afin
d'induire des effets de vieillissement par décharge profonde. Des cycles répétés de charge et de décharge entraînent un
vieillissement accéléré des batteries. 

- DigitalTwin : Il s’agit d’une base de données synthétique créée par Amiral Technologies. Bien qu’elle soit synthétique, elle
représente néanmoins un système réel, plus précisément un système pendulaire double, à savoir un système non linéaire à
6 états. A partir de ce « jumeau numérique », une base de données de 10 capteurs a été générée. La base contient 290
cycles de taille 200.

Pour les bases de données publiques, un formatage des données ainsi que des opérations de nettoyage (remplacement
des valeurs Nan, linéarisation des timestamps, découpage en cycles, rééchantillonnage, sélection de capteurs, adaptation
des labels) ont dû être appliquées pour que l’ensemble des modèles puisse fonctionner et que notre outil de comparaison
puisse opérer. 

La Figure 2 résume les caractéristiques des bases de données de test formatées.



Average Score : Score moyen obtenu sur l’ensemble des bases de données. Ce critère est une mesure de la généricité
des modèles.
Mean rank : Rang moyen du modèle sur l’ensemble des bases de données. Ce critère est une mesure de la performance
relative des modèles.
Time(s) : Temps cumulé d’apprentissage et de prédiction en seconde sur un seul cœur. Seules les méthodes basées
sur les réseaux de neurones utilisent les ressources GPU.

Le nommage des modèles dans la suite de ce document est la concaténation de l’algorithme de détection de nouveautés
avec le nom du générateur de caractéristiques séparés par le caractère “_”. Par exemple, pour un modèle utilisant Isolation
Forest (IF) et DiagFeatures (DF), son nom est « IF_DF ». S’il n’y a pas de générateur de caractéristiques, le terme None est
utilisé, hormis pour les réseaux de neurones.

La Figure 3 présente un tableau récapitulatif des aires sous la courbe (AUC). Pour rappel, les critères de classement utilisés
sont : 

Résultats



D’après les 2 tableaux ci-dessus et quelles que soient les méthodes de classement utilisées, les conclusions sont les
suivantes : 

- La générateur de caractéristiques d’Amiral Technologies en amont d’un algorithme de détection de nouveautés permet
d’améliorer les performances du modèle. 
- Les réseaux de neurones ont des résultats honorables sur certaines bases mais de très mauvais sur d’autres. Ces
méthodes semblent moins génériques en appliquant un paramétrage commun à l’ensemble des bases de données. 
- Il n’y a pas de modèle qui surpasse les autres, mettant ainsi en avant la difficulté de déployer un modèle unique.

En combinant l’ensemble des métriques, le modèle BFD_DF ressort comme étant le meilleur modèle sur ces datasets de
comparaison. Dans la majorité des applications, la prédiction de pannes doit se faire en temps réel sur plusieurs
équipements en même temps. Le temps de calcul est donc un critère qui n’est pas à négliger. 

La Figure 4 présente le même tableau que la Figure 3 mais cette fois-ci basé sur le critère de précision
moyenne (AP).



Le document présente une première comparaison d’algorithmes de détection de nouveautés sur des données de séries
temporelles cycliques. Les métriques qui se basent sur les courbes ROC et Precision-Recall sont des métriques sujettes à
discussion. Premièrement, un modèle qui permet de prédire une panne bien avant que la vérité terrain l’ait labellisée en tant
que telle est pénalisé. Deuxièmement, le calcul de la courbe se base sur les prédictions des algorithmes de manière
individuelle sans prendre en compte la notion temporelle des anomalies. Il y a donc un travail sur la modification du calcul
des courbes qui mériterait d’être entrepris. D’autre part, le modèle qui est déployé en production pour prédire si un cycle est
sain ou non doit forcément avoir un seuil de décision. Ainsi le modèle ne correspond qu’à un point de la courbe ROC (ou
Precision-Recall). Une mauvaise sélection de ce seuil peut avoir de grandes conséquences sur la performance du modèle. 
Pour mieux illustrer le problème, un calcul de seuil automatique se basant sur le taux de fausse acceptation désiré (fixé à
1% dans cette étude) a été appliqué sur l’ensemble des modèles. 

La Figure 5 montre le compromis Performance (AUC)-Vitesse sur un graphique 2D. Sur ce critère, le modèle BFD_DF
d’Amiral Technologies se démarque des autres modèles.

Discussion



En prenant comme référence le modèle OCSVM_None, bien qu’il ait une courbe ROC honorable sur la base de données
BearingVibration, le F1-Score est de 0.0. Ce modèle n’est donc pas du tout opérationnel. Un bon modèle est donc un modèle
ayant une bonne courbe avec un bon seuil de décision. Ici les modèles utilisant DiagFeatures sont les plus robustes.

L'amélioration de la méthode de calcul des performances d'un modèle ainsi que la recherche et le développement d'un
meilleur algorithme de détection automatique de seuil de décision feront l'objet d'une prochaine publication scientifique.

Enfin, la comparaison n’inclut pas la mise en place d’un processus d’Auto-ML [17] sur les algorithmes, ce qui serait
intéressant à tester pour aller au bout du travail de comparaison.

La Figure 6 montre les résultats de comparaison de ces modèles en se basant sur le F1-Score [3].
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Cet article est une première version qui permet d’avoir une rapide vue d’ensemble du comportement des algorithmes de
prédiction de pannes en mode non supervisé. Il compare un ensemble d’algorithmes provenant à la fois du traitement du
signal, de l’automatique, du machine learning et du deep learning. La comparaison a été faite sur un ensemble de bases de
données lié au domaine de la prédiction de pannes industrielles. Il en ressort que le modèle BFD_DF d’Amiral Technologies
présente le meilleur compromis généricité-performance-vitesse sur l’ensemble des bases de données de test. Dans le cas
qui nous intéresse, à savoir, la prédiction de pannes en mode aveugle, ces critères sont déterminants. De plus, lorsqu’on
aborde l’implémentation réelle avec définition du seuil de décision, le générateur DiagFeatures ressort comme étant celui
qui donne les meilleurs résultats. 

Conclusion
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